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Resumen

En Colombia, la produccién agropecuaria representa una parte importante del
Producto Interno Bruto y muchas familias encuentran el sustento en las diversas
actividades que la componen. Sin embargo, los precios de algunos productos suelen ser
volatiles, como en productos perecederos tales como el aguacate, generando
incertidumbre alrededor de cuando es el mejor momento para vender y sobre la
rentabilidad de la produccion. En este trabajo, se aborda el caso especifico del aguacate
papelillo y aguacate Hass, con el objetivo de comparar diferentes técnicas de
modelamiento para la prediccion de los precios de estos productos, incluyendo técnicas
de modelamiento estadistico o, en particular de Machine Learning, usando datos
recolectados por el DANE sobre los precios nacionales semanales disponibles del
aguacate Hass y el aguacate papelillo entre el 10 de noviembre de 2012 y el 27 de
diciembre de 2024. Entre los principales resultados se observd que los modelos de

Machine Learning, particularmente los modelos basados en arboles de decision son mas
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eficientes en estas predicciones, superando el rendimiento de los modelos estadisticos.
En el caso del aguacate papelillo, el modelo Decision Tree, registro los menores errores,
con un RMSE de 1 245.95, MAE de 1 221.45, y un MAPE de 14.09%. De forma similar,
para el aguacate Hass este mismo modelo se destaco, obteniendo las menores métricas de

error, con un RMSE de 942.43, MAE de 829.07 y MAPE de 15.50%.

1. Introduccion

En Colombia, el mercado de los productos agricolas se encuentra concentrado en
pequefios productores, y representa un rol estratégico en la economia y bienestar social,
no solo por su participacion en el Producto Interno Bruto, sino por su incidencia en la
mano de obra rural y la seguridad alimentaria. Uno de los cultivos més importantes en
este contexto es el aguacate, en particular las variedades Hass y Papelillo. El aguacate
Hass destaca por su creciente demanda interna como externa, lo que lo convierte en fruta
clave para el desarrollo del sector, mientras que el aguacate Papelillo por ser parte de la

dieta de los colombianos es importante de la seguridad alimentaria del pais.

Los precios de productos agricolas, incluido el del aguacate, presentan una alta
volatilidad por factores como estacionalidad, condiciones climéticas, costos de la cadena
de suministro, asi como la relacién de oferta y demanda (Zhao et al., 2025; De la Torre-
Torres et al., 2024). Lo anterior, repercutiendo directamente en la calidad de vida de los
habitantes del pais y su estabilidad social. Como se menciono, a diferencia de otros
bienes, los precios agricolas estan influenciados por factores de mayor complejidad,
dificiles de cuantificar, y muestran comportamientos no estacionarios y no lineales. Dado
que el sector agropecuario constituye una actividad estratégica para la produccién
nacional y el sustento de numerosos hogares, contar con prondsticos confiables de precios

agricolas resulta esencial para que los actores publicos y privados puedan anticipar



cambios en las condiciones del mercado, promoviendo la estabilidad de los bienes, asi

como el desarrollo rural y econémico.

El prondstico de precios agricolas ha sido abordado anteriormente por diversos
autores. Ramirez Castafieda et al. (2021) analizan las fluctuaciones en los precios de los
cultivos de maracuyé y granadilla, hallando que el modelo ARIMA es el que mejor se
adapta a los datos analizados, lo que sugiere su eficacia en la prediccion de precios en
este contexto agricola. Ruiz Hernandez et al. (2019) usaron metodologia Box-Jenkins
para el prondstico del precio promedio mensual de la manzana en México, donde
encontraron que el modelo méas adecuado para obtener informacién futura sobre este
producto fue un SARIMA(2,1,0)(1,1,0)12. En trabajos como los de Sal (2024), se usaron
técnicas de machine learning, y de redes neuronales para predecir el precio del aztcar en
Argentina. Dentro de esta investigacion se encontr6 que el modelo XGBoost fue el que
obtuvo un mejor rendimiento. En otras investigaciones, como la realizada por Gomez
Arango & Diaz Valencia (2024), se destaca la efectividad de los modelos de Boosting
como PCA Random Forest y PCA XGB Boosting, en la prediccion de los cultivos objeto

de estudio.

Sin embargo, algunas metodologias de prondsticos de precios no siempre capturan
la complejidad de estas fluctuaciones. En este contexto, surge el cuestionamiento: ¢Cuél
de los enfoques, entre los métodos tradicionales, tales como ARIMA, SARIMA y
regresiones penalizadas, y los métodos de machine learning, como arboles y SVM, se

ajusta mejor a los pronosticos de los precios del aguacate Hass y aguacate Papelillo?

La obtencidn de un prondstico preciso de los precios del aguacate es fundamental
para apoyar la toma de decisiones relacionadas con la viabilidad y sostenibilidad de sus

cultivos en diferentes regiones del pais. Debido a la alta demanda y la importancia



econdmica del aguacate Hass y del aguacate Papelillo, estos prondsticos permitiran
evaluar calificaciones de riesgo y optimizar los recursos destinados al establecimiento y

sostenimiento de areas productivas, fomentando el crecimiento del sector agricola.

Desde una perspectiva teorica, disponer de predicciones acertadas de los precios
del aguacate permitira que productores, entidades financieras y responsables de politicas
publicas se anticipen a las fluctuaciones del mercado. Esto facilitara la toma de decisiones
informadas y ayudara a mitigar el impacto de la volatilidad, contribuyendo asi a la
seguridad alimentaria y a la optimizacion de los recursos disponibles, generando

competitividad y estabilidad.

Teniendo en cuenta lo anterior, esta investigacion tiene por objetivo evaluar
métodos de series de tiempo para la proyeccion semanal de los precios nacionales del
aguacate Hass y el aguacate Papelillo, a traves de los criterios de evaluacion RMSE,
MAPE y MAE. Para el cumplimiento de este, se fijaron dos objetivos especificos: primero,
identificar los modelos y sus hiperpardmetros que proporcionen las predicciones mas
precisas para la proyeccion de precios semanales del aguacate, empleando métodos de la
estadistica clasica y modelos de machine learning; y segundo, comparar el rendimiento
de los métodos tradicionales de series temporales con las técnicas de machine learning
en la prediccion semanal de precios nacionales del aguacate, utilizando los criterios de

evaluacion RMSE, MAPE y MAE.

Este articulo estd formado por seis secciones: en primer lugar, la presente
introduccion; seguido del marco de referencia, en el que se exponen investigaciones
previas relacionadas; en tercer lugar, la metodologia usada para lograr los objetivos y el

flujo de trabajo implementado; posteriormente, los resultados encontrados y, por ultimo,



las conclusiones y andlisis de resultados del trabajo de investigacion, asi como

recomendaciones para trabajos futuros.

2. Marco de referencia

2.1 Caracteristicas del Aguacate y factores que afectan el mercado agricola

El aguacate es una fruta que muchos alrededor del mundo conocen, y Colombia
es un productor con alto potencial. Existen diferentes variedades de este fruto, sin
embargo, las que méas se comercializan y consumen en el pais son las variedades Hass y
Papelillo. La variedad Hass alcanzé un valor de exportaciones de USD 309.4 millones
con un volumen de ventas externas 138.315 toneladas netas (Analdex, 2025), mientras
que, segun la informacién reportada por la Unidad de Planificacion Rural Agropecuaria
(UPRA), para el 2023 la participacion en la siembra de aguacate Hass y Papelillo fue de
52 % y 6 % respectivamente. Cada una de ellas tiene propiedades y caracteristicas
propias, en cuanto a su aspecto fisico y cualidades nutricionales. Se sabe que Colombia
es un consumidor de aguacate Papelillo por su reconocimiento en la cultura gastronémica
y el conocimiento de los hogares sobre cémo elegirlos y consumirlos; el aguacate Hass
es una variedad que ha venido tomando importancia dentro de los mercados nacionales y
es la variedad de exportacién que ya cuenta con su propia partida arancelaria, por lo que

el precio de cualquiera de estas variedades tiene impacto sobre los colombianos.

Al revisar la evolucion de los precios, la volatilidad de los productos agricolas
suele ser impredecible, ya que se ven afectados por eventualidades como fluctuaciones
del precio del petroleo, los efectos del cambio climatico, la escasez de agua, plagas,
desastres naturales, etc. Esta incertidumbre en los precios puede comprometer el acceso
de los consumidores a los alimentos, conduciendo a la seguridad alimentaria, hambruna

y malnutricion (Chen et al., 2021; Rana et al., 2024; Ozden, 2023).



2.2 Fundamentos de los métodos de prondstico de series de tiempo

Un proceso estocastico es un conjunto de variables aleatorias organizadas
cronoldgicamente. Estos procesos ayudan a describir fendmenos que cambian con el
tiempo, siguiendo reglas de probabilidad. Asi, una serie temporal se puede ver como un
ejemplo concreto de un proceso estocastico, mostrando como evoluciona un fenémeno
que presenta observaciones que son dependientes entre si (Gujarati & Down, 2009, p.

740).

2.2.1 Caracteristicas de las series temporales

Cuando se hace referencia a un proceso estocéastico estacionario, significa que sus
caracteristicas estadisticas, como la media y la varianza, no cambian con el tiempo.
Cuando una serie temporal incumple con al menos una de las caracteristicas antes
mencionadas, se dice que es una serie no estacionaria. Esta estabilidad en las
caracteristicas estadisticas de los procesos estacionarios facilita su estudio y permite hacer
predicciones mas precisas (Gujarati & Down, 2009, pp. 740 - 741; Box et al., 2016, p.

24).

Las series temporales pueden tener cuatro componentes (Gujarati & Down, 2009,
p. 290): el estacional, que se refiere a la aparicion regular de ciertos cambios en una
variable a lo largo de intervalos especificos, que generalmente no superan un afio; ciclico,
del que se habla en contextos de tiempo mas amplios, sin embargo, las variaciones ciclicas
Son mMenos comunes en comparacion con las estacionales; el componente de tendencia
refleja los movimientos a largo plazo o de baja frecuencia en una serie temporal, con una
duracion que supera los ocho afios; y el aleatorio, que son aquellas fluctuaciones que no

provienen de ninguno de los anteriores componentes, también conocidos como ruido.



La seleccion de la frecuencia de muestreo y la longitud de la serie temporal en el
andlisis de series temporales permiten optimizar la capacidad predictiva de los modelos.
La frecuencia de muestreo determina el intervalo de tiempo entre cada observacion, lo
cual impacta directamente en la granularidad de los datos. Por otro lado, la longitud de la
serie temporal se refiere a cuantos puntos de datos histdricos se utilizan para el analisis y
modelado. La longitud 6ptima depende de la disponibilidad de los datos, la naturaleza de

la serie (si es estacionaria 0 no), y el horizonte de prediccion deseado (Yu et al., 2024).

2.2.2 Preprocesamiento: descomposicion, diferenciacion y suavizado

La descomposicion y el suavizado son técnicas fundamentales en el prondstico de
series temporales, especialmente para analizar precios de productos agropecuarios. La
descomposicion es clave para entender patrones complejos de los datos, dividiéndolos en
componentes mas simples, como la tendencia, estacionalidad y ciclos. Algunos de estos

métodos son la descomposicidn estacional y la descomposicion por wavelets.

El suavizado se utiliza para reducir el ruido y las fluctuaciones de los datos,
facilitando la identificacion de patrones subyacentes, como, por ejemplo, el suavizado
exponencial. Estas técnicas mejoran el rendimiento de los modelos de prondstico de
precios agropecuarios, permitiendo una prediccion mas precisa de los patrones complejos

en los datos (Sun et al., 2023).

2.3. Modelado de series temporales

2.3.1 Métodos tradicionales

Entre los métodos comunes se encuentran: (a) modelos autorregresivos (AR), que

asumen que las observaciones actuales son una combinacion lineal de observaciones



pasadas; (b) modelos de media movil (MA), que capturan la aleatoriedad a través de
promedios ponderados de errores y valores rezagados; (c) ARIMA, que combina AR y
MA, y afiade operaciones de diferencia para tratar con tendencias y estacionalidad; (d)
SARIMA, que es una extension del modelo ARIMA y afiade un componente estacional
al modelo para capturar este tipo de patrones; y (e) suavizado exponencial (ES), que ajusta

pesos a datos historicos para mejorar la precision (Sun et al., 2023, Adineh et al., 2021).

2.3.2 Aprendizaje automatico o Machine learning en series de tiempo

El aprendizaje automético, o machine learning, proporciona mecanismos
mediante los cuales el ordenador es capaz de aprender por si mismo a resolver un
problema, aprovechando para ello los datos a los que tenga acceso y las heuristicas de
aprendizaje incorporadas en el algoritmo de aprendizaje creado por el programador
(Berzal, 2018, p. 27). Esta capacidad de aprendizaje autdnomo se ha vuelto relevante en
el andlisis de series temporales, debido a que diversos modelos de machine learning
ofrecen alternativas avanzadas para modelar patrones complejos con tendencias no
lineales y con dinamicas temporales, permitiendo incorporar caracteristicas de las series,
como los rezagos e inclusion de variables exdgenas, lo que contribuye a generar
predicciones mas robustas. En este sentido, la flexibilidad de los algoritmos de
aprendizaje autonomo y su capacidad de adaptacion destaca frente a los métodos

estadisticos clasicos.

El modelado de las series temporales mediante algoritmos de machine learning
requiere incluir la transformacion de la serie para que esta pueda ser tratada como un
problema de aprendizaje supervisado, donde se utilizan las observaciones pasadas
(rezagos) como variables predictoras. A diferencia de los modelos clasicos, estos

algoritmos aprenden automaticamente patrones a partir de los datos mediante la



optimizacion de los hiperparametros especificos por cada modelo. Ademas de necesitar
el preprocesamiento de la serie, es fundamental el uso de una validacion cruzada temporal
y la validacion del desempefio mediante las métricas de error, para determinar la precision

de las predicciones y la robustez de los resultados (Marifio Villalba, 2023).

3. Metodologia

Este estudio tiene un alcance explicativo, ya que su objetivo es evaluar diferentes
métodos de series de tiempo para la prediccion de precios de dos variedades de aguacate.
La investigacion buscd identificar el método que mejor rendimiento tenga en la captura
de los patrones y tendencias de los precios de este producto agricola. Se aplic6 un disefio
no experimental de tipo longitudinal; este disefio es adecuado debido a la estacionalidad
de los precios de los productos agricolas y a la dependencia del precio en un momento
dado de sus rezagos en el tiempo. Con base en lo anterior, se planted la siguiente hipotesis:
los modelos de machine learning proporcionan una mayor precision en la proyeccion
semanal de los precios nacionales del aguacate Hass y Papelillo en comparacién con los

métodos tradicionales de series de tiempo.

La poblacion objeto de estudio estd compuesta por los precios nacionales
historicos disponibles del aguacate Hass y el aguacate Papelillo desde el 10 de noviembre
de 2012 hasta el 27 de diciembre de 2024, informados semanalmente por el Departamento
Administrativo Nacional de Estadistica (DANE) a través del Sistema de Informacién de
Precios (SIPSA). Esta informacion es consolidada para distintas plazas de mercado
mayoristas monitoreadas por el DANE a nivel nacional, donde las plazas consultadas no
son necesariamente las mismas en cada periodo y por lo tanto presentan variaciones
regionales como lo puede ser en costos logisticos, margenes de comercializacion,

disponibilidad de oferta, entre otros.
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Para obtener las series temporales de las variedades Hass y Papelillo, se
recolectaron, concatenaron y agruparon los archivos Excel anexos en el boletin semanal
mayorista emitido por el DANE. No se observaron valores faltantes por lo que no se

requirid aplicar técnicas de imputacion o ajustes adicionales.

Como parte del preprocesamiento de los datos se utilizo la media aritmética como
medida de tendencia central para representar el precio semanal de las variedades Hass y
Papelillo, con el fin de resumir la diversidad de los precios a traves de las distintas
regiones, reducir el impacto de valores atipicos y asi facilitar la deteccion de tendencias

0 patrones generales.

Esta metodologia es consistente con las précticas empleadas por organizaciones
como la Food and Agriculture Organization (FAO) en su Food Price Index , que mide
los cambios mensuales en precios internacionales de alimentos, o los boletines del DANE,
donde el uso de precio medio se usa para el monitoreo del comportamiento econémico

del sector agricola en Colombia.

Ahora, para realizar un modelo ARIMA es importante que se tenga la
estacionariedad como criterio, es decir, se asume que el comportamiento de las series de
tiempo permanece en equilibrio estadistico, es decir que la media y la varianza de estas

series, permanecen constantes a través del tiempo (Box et al., 2016).

Por esta razon, para cumplir con este criterio de estacionariedad, indispensable
para modelos clasicos ARIMA como diversos algoritmos de Machine Learning se llevd
a cabo un analisis de estacionariedad a las series de tiempo aguacate Papelillo y Hass, con
la prueba de Dickey-Fuller aumentado (ADF) para detectar estacionariedad, la prueba

Ljung-Box para validar el supuesto de independencia temporal en los residuos, prueba



11

ARCH y Breusch-Pagan para indicar si la varianza cambia con el tiempo, obteniendo los

resultados que se muestran en la Tabla 1.

Tabla 1

Pruebas de varianza antes de la transformacion de la serie.

Precio Papelillo Precio Hass
Prueba Valor p Resultado Valor p Resultado
ADF 0.0865 No estacionaria 0.9406 No estacionaria
Ljung-Box 0 Varianza no estable 0 Varianza no estable
ARCH 0 Varianza no estable 0 Varianza no estable
Breusch-Pagan 0 Varianza no estable 0 Varianza no estable

Dado que ambas series presentaron una varianza no estable, para cumplir el

criterio de estacionariedad y estabilizar la varianza, fueron transformadas aplicando

normalizacion mavil con ventanas de cinco y cuatro periodos para el Papelillo y Hass,

respectivamente.

Entonces para la transformacion se tuvo que, siendo P, como el precio medio en

el tiempo t, y at(w)la desviacién estandar mavil de P; en una ventana de tamafio w, la

variable normalizada P; se presenta como:

. P
Fe="w
Ot

Donde,

e P, representa el precio medio normalizado en el tiempo t¢.

w)

e o, = std(P_y+1, .-, Pr) €s ladesviacion estandar calculada sobre una ventana

de tamafio w.
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e D, representa el precio medio normalizado.

Una vez estabilizada la varianza, se procedi6 a aplicar una diferenciacion a ambas
series para lograr la estacionariedad. La diferenciacion se realiz6 con un rezago de 26

periodos y asi eliminar tendencia y estacionalidad presentes en las series.

A partir de volver a aplicar las pruebas expuestas en la Tabla 1 a las series ya

transformadas, se observaron los resultados que se muestran en la Tabla 2.

Tabla 2
Pruebas de varianza después de la transformacion de la serie.

Precio Papelillo Precio Hass
Prueba Valor p Resultado Valor p Resultado
ADF 0 Estacionaria 0 Estacionaria
Ljung-Box 0 Varianza no estable 0 Varianza no estable
ARCH 0.1909 Varianza estable 0.6723 Varianza estable
Breusch-Pagan 0.2445 Varianza estable 0.2286 Varianza estable

Por lo cual se observa que la normalizacion mévil logré hacer que las propiedades
probabilisticas de media y varianza se estabilizaran a través del tiempo, mientras que la
diferenciacion eliminé la tendencia y la estacionalidad, dejando series estacionarias para

realizar los modelados.

Ademas de estas transformaciones también se exploraron otras alternativas, como
la transformacion logaritmica, raiz cuadrada, Box-Cox y Yeo-Johnson. A pesar de esto,
ninguna de estas transformaciones mostr6 resultados efectivos como la normalizacion
movil combinada con la diferenciacién. Por lo tanto, se opté por esta ultima para el

analisis y modelado posterior.
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Para el anélisis, se utilizaron las siguientes herramientas: Python version 3.11.12
y R version 4.3.2 dentro de un entorno de Google Colab version 1.0.0, empleando librerias
como Pandas, Numpy, Scikit-learn, Statsmodel, Matplotlib, Seaborn, Skforecast, Optuna
en Python y Tidyverse, TSeries y Forecast en R. Las técnicas de analisis incluyeron
métodos de prediccidn de series temporales como, SARIMA, modelos de regresion lineal
regularizados y algoritmos de machine learning como modelos de &rboles de decision y
modelos tipo boosting. Se destacan los métodos de series temporales por la naturaleza
longitudinal de los datos, caracterizados por su dependencia y secuencia temporal. Los
métodos seleccionados, basados en la revision de literatura, son aquellos que mostraron
mayor frecuencia de uso y mejores resultados en cada enfoque. El andlisis incluy6 una
comparacion de métricas. Se utilizaron las siguientes métricas para evaluar los modelos:
error cuadratico medio (RMSE), error absoluto medio (MAE) y error porcentual absoluto
medio (MAPE), las férmulas de cada métrica se presentan en las ecuaciones (1), (2) y (3),

respectivamente:

1)
1 Tt
RMSE = [~ ()2
ni=1
. n 2
MAE == Iy, - 5|
i=1
n 3)

}’:_5’}‘

100\%
MAPE = Z
n Vi

i=1
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donde vyi es el valor real observado, yies el valor predicho y n es el numero de

observaciones.

Para evaluar la robustez de los resultados, se utilizé validacion cruzada, lo cual

permitid controlar el sobreajuste de los modelos y aprovechar todos los datos disponibles.

3.1 Implementacion de modelos

Los modelos evaluados se clasificaron en dos grupos principales, modelos
fundamentados en técnicas de estadistica clasica junto con modelos de regresion lineal

regularizada y modelos basados en algoritmos de machine learning.

a. Modelos de estadistica clasica y de regresion lineal regularizada: SARIMA, Ridge,
Bayesian Ridge, Lasso, LassoLars, ElasticNet. Estos modelos asumen una
estructura funcional explicita y dependen del cumplimiento de ciertos supuestos
estadisticos. Por lo general se consideran mas adecuados para horizontes de
prediccion de corto plazo, (James, Witten, Hastie, & Tibshirani, 2013).

b. Modelos de Machine learning: Orthogonal Matching Pursuit (OMP), Support
Vector Regressor (SVR), Random Forest, Extra Trees, AdaBoost, CatBoost,
LightGBM, XGBoost, GradientBoosting y DecisionTree. Estos modelos se
centran en la deteccién de patrones complejos, priorizando el rendimiento
predictivo sobre la interpretabilidad, y han demostrado ser mas eficaces en

horizontes de prediccién mas largos.

Todos los modelos a excepcion del SARIMA, fueron implementados en Python,
para lo cual se llevo a cabo una buasqueda de hiperparametros, incluyendo la seleccion de
los mejores rezagos, lo que permitio obtener mayor estabilidad y precision de las

predicciones.
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El modelo SARIMA (Seasonal Autoregressive Integrated Moving Average)
relaciona las observaciones de un momento dado con valores rezagados en el tiempo
mediante componentes autorregresivos (AR) y de medias moviles (MA), incorporando
las diferenciaciones necesarias para hacer la serie estacionaria (I). EI modelo se entrend
con la funcién auto.arima del paquete forecast en R, la cual selecciona automéaticamente
el mejor modelo ARIMA o SARIMA para una serie temporal. Para ello, optimiza los

hiperparametros del modelo utilizando criterios de evaluacion como AIC, AlCc o BIC.

El modelo SARIMA con estacionalidad de 26 semanas (seis meses) se empled
como modelo de referencia, dado que es un modelo tradicionalmente utilizado en
forecasting reconocido por su efectividad, debido a que combina componentes
autorregresivos y de media movil que le confiere una alta capacidad para modelar la
estacionalidad capturando asi los patrones temporales. Este modelo es ampliamente

utilizado gracias a su interpretabilidad y facilidad de implementacion.

3.1.1 Basqueda de hiperparametros mediante Optuna en Skforecaster

Se implementd una blsqueda bayesiana que ademas de ajustar los
hiperparametros, obtiene los mejores rezagos temporales como variables predictoras. Este
proceso se beneficia de la informacion de iteraciones previas a través de un modelo
probabilistico, con el objetivo de minimizar las métricas de validacion, en este caso, el
error cuadratico medio (MSE). Este esquema se desarrollé mediante Skforecast, una
biblioteca en Python, disefiada para la prediccion de series temporales que permite utilizar
modelos de machine learning compatibles con la API Scikit-learn (Amat & Escobar

Ortiz, 2025).

Para potenciar esta busqueda, se utilizo la biblioteca Optuna, una herramienta de

cddigo abierto en Python, que permite realizar optimizacion bayesiana (Akiba et al.,



16

2019). logrando encontrar configuraciones optimas de hiperparametros y reduciendo el
tiempo de busqueda. La evaluacion del rendimiento de los modelos en la busqueda de las
mejores combinaciones de hiperparametros, se efectud utilizando la validacion cruzada
temporal mediante la técnica de TimeSeriesFold, la cual conserva la naturaleza temporal

de los datos, previniendo el uso de informacion futura durante el entrenamiento.

Todos los modelos evaluados mediante Skforecast, emplearon la clase
ForecasterRecursive, ya que esta requiere de menos recursos computaciones en
comparacion con ForecasterDirect. Este enfoque recursivo utiliza la prediccién de los
pasos previos para obtener prondsticos futuros. La optimizacion de la busqueda se realizd
explorando mil iteraciones, identificando las combinaciones que minimizan la métrica

objetivo.

Ademas de la optimizacion de hiperparametros a través de optuna, se realiz6
basqueda de hiperpardmetros con GridSearchCV minimizando el error cuadratico medio
(MSE) calculado a partir de tres particiones (splits) diferentes. La grilla de basqueda se
aplicé a catorce combinaciones de rezagos, que incluian hasta cuatro rezagos no
estacionales y hasta dos rezagos estacionales. Entre los modelos resultantes con
hiperparametros optimizados para cada combinacion de rezagos, también se compard el
desempefio a través del MSE y se seleccion6 la combinacién de rezagos mas eficiente.
Los modelos realizados a través de este flujo de trabajo fueron: SVR, Lineal, Ridge,
ElasticNet, OMP, Bayesian Ridge, Decision tree, Lasso y Lasso LARS. Sin embargo, los

hiperparametros encontrados con optuna llevaban, en general, a mejores resultados.

Tras el entrenamiento de los modelos con la optimizacion de hiperparametros y el
mejor conjunto de rezagos temporales para cada algoritmo, se evaluaron los modelos de

acuerdo con las métricas de error ya mencionadas.
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Se seleccionaron las configuraciones idoneas para cada modelo, optimizando los
hiperpardmetros clave y logrando las mejores predicciones. Para los modelos de regresion
lineal regularizada, como Lasso, LassoLars, Ridge, Bayesian Ridge y ElasticNet, se
ajustod principalmente el pardmetro alpha (o lambda), el cual controla la fuerza de la
regularizacion. Estos modelos utilizan penalizaciones L1, L2 o una combinacion de
ambas para restringir la magnitud de los coeficientes, con el fin de mejorar la

generalizacion y prevenir el sobreajuste.

Para los modelos de boosting como XGBoost, CatBoost, LightGBM, AdaBoost y
GradientBoosting, se optimizaron hiperparametros clave como n_estimators (nimero de
arboles), learning_rate (tasa de aprendizaje), max_depth (profundidad de los arboles) y
subsample (proporcion de datos usada por arbol). Estos ajusten buscan un equilibrio entre

capacidad predictiva y control del sobreajuste segun las particularidades de cada modelo.

En los algoritmos de bagging, como Random Forest y Extra Trees, se ajustaron
pardmetros como n_estimators, max_depth, min_samples_split, min_samples_leaf y
max_features, con el objetivo de generar arboles suficientemente diversos a partir de

muestras bootstrap y mejorar la estabilidad del modelo por medio de agregacion.

Por su parte, el modelo OMP, se centré en el ajuste de n_nonzero_coefs, que
define el nmero méximo de coeficientes distintos de cero (es decir, la cantidad de

rezagos que puede utilizar el modelo), y tol, que indica la tolerancia del error de ajuste.

En el modelo SVR, se seleccionaron los hiperparametros C (penalizacion del
error), epsilon (margen de tolerancia del error) y kernel (funcion de transformacion de los
datos), con el objetivo de ajustar una funcion que permita predecir dentro de un margen

de error aceptable sin sobreajustar.
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Finalmente, en el modelo Decision Tree Regressor, se ajustaron los
hiperpardmetros max_depth, min_samples_split y min_samples_leaf, controlando asi la

complejidad del &rbol para evitar sobreajuste y mejorar la interpretacion.
3.1.2 Funcionamiento de los algoritmos

Los modelos de regresion lineal regularizada comienzan definiendo X, y, B,y los
hiperparametros A,, A,. A partir de los valores definidos se construye una funcién objetivo J ()
que combina el ajuste del modelo y con término de regularizacion. Para realizar la optimizacion,
Ridge aplica una solucién cerrada, mientras que Lasso y ElasticNet utilizan descenso por
coordenadas y Bayesian Ridge usa la inferencia bayesiana. Para llegar a la convergencia, el
algoritmo itera hasta que el cambio en J(f) sea menor que un umbral. Como salida, se obtienen
los coeficientes B, el intercepto y, si aplica, una medida de incertidumbre (scikit-learn

developers, s.f.). La Figura 1 muestra la estructura de este proceso.

Figura 1
Diagrama representativo de las regresiones lineales regularizadas

< X,y B, 41, 42 )
J
J(B)

1

Optimizacion

B, intercepto e
incertidumbre

La Figura 2 muestra el funcionamiento de los algoritmos de boosting. Estos modelos

comienzan con una prediccion inicial que es constante (por ejemplo, la media de la variable
objetivo). A continuacion, se calcula el error entre las predicciones estimadas y los valores reales
para entrenar un nuevo modelo base (generalmente un arbol débil) sobre los residuos. EI modelo

global se actualiza sumando la nueva prediccion ponderada por con un factor de aprendizaje 0.
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El proceso se repite por un nimero definido de etapas o hasta llegar a la convergencia (Amazon,

n.d.).

Figura 2
Diagrama representativo de los modelos de boosting

( Prediccion inicial )

Calculo de error

J

Entrenamiento

Modelo
actualizado

La Figura 3 representa la estructura del modelo Decision Tree o arbol de decision,

Iteraciones definidas o
hasta convergencia

donde se realizan divisiones progresivas del conjunto de datos con el fin de generar

predicciones especificas.

Figura 3
Diagrama representativo del arbol de decision
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El proceso inicia con el nodo raiz, donde el modelo selecciona las caracteristicas
con mayor capacidad informativa, para dividir los datos de manera eficiente,
minimizando la heterogeneidad de los grupos formados. Esta division, conduce a nuevos

nodos de decision intermedios (NDz), que siguen segmentando los datos en funcién de
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otras variables. Finalmente, se generan nodos hojas (NH), que representan las salidas
como predicciones finales del modelo (Bartz, Bartz-Beielstein, Zaefferer & Mersmann,

2022).

En cuanto a los modelos que implementan la técnica de bagging, tal como se
ilustra en la Figura 4, a partir del conjunto completo de datos (Data), generan diferentes
subconjuntos por medio de un muestro aleatorio con reemplazo, conocido como bootstrap
(B1, B2 y B3). Cada muestra es usada para entrenar un modelo independiente. En
algoritmos de ensamble como Random Forest, los modelos bases corresponden a arboles
de decisién (T1, T2, y T3). Cada uno de los modelos genera su propia prediccion (P1, P2y
P3), posteriormente, estas predicciones se integran a través del mecanismo de agregacion
basado en el promedio de las predicciones. Como resultado del proceso, se obtiene la
prediccion final optimizada buscando que sea generalizable y robusta (Nayak, Sharma,

Bhakar & Tiwari, 2025).

Figura 4
Diagrama representativo del enfoque bagging

Promedio

El algoritmo Random Forest utiliza el principio de bagging, pero también

incorpora una aleatoriedad adicional, ya que, en cada nodo, selecciona un subconjunto de
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variables, a diferencia del bagging tradicional, que utiliza todas las variables. Esto da

como resultado &rboles con mayor diversidad.

Por su parte, el modelo Extra trees, al igual que Random Forest, también se basa
en arboles de decisién, sin embargo, se diferencia en que no realiza boostrap, sino que
emplea todo el conjunto de datos para entrenar cada arbol, seleccionando aleatoriamente

el umbral de corte en cada nodo, en lugar de buscar el umbral dptimo.

En todos los modelos, se incorpord un proceso para la seleccién de rezagos tanto
estacionales como no estacionales como parte fundamental del modelado, dado que estos
definen la estructura temporal de entrada y tienen un impacto directo en la precision de
las predicciones. En desempefio, destacaron los modelos: AdaBoost, Decision Tree,

ElasticNet, Extra Trees, Gradient Boosting, LightGBR, Random Forest y Ridge.

3.2 Estimacion de predicciones e intervalos de confianza

Para llevar a cabo la estimacion de las proyecciones y sus intervalos de confianza
al 95%, se implementdé un método basado en Bootstrap, debido a que las predicciones no
cumplian con el supuesto de normalidad, evaluado a través de una prueba Shapiro-Wilk.
Se realizaron mil remuestreos aleatorios con reemplazo del conjunto de datos, entrenando
el modelo en cada iteracion, con los hiperpardmetros que ya habian sido optimizados
anteriormente. A partir de cada modelo reentrenado, se generaron proyecciones
recursivas para un horizonte de prediccion de cuatro semanas, replicando la estructura de

rezagos utilizada en el modelo final.

Lo anterior permitié la construccion de una distribucion empirica de las
distribuciones, de las que se estimaron los percentiles 2.95 y 97.5 para definir los limites

del intervalo de confianza. La prediccion puntual se obtuvo del céalculo del promedio de
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las predicciones generadas por el Bootstrap. A través de este enfoque es posible capturar
un acercamiento a la incertidumbre propia de las estimaciones sin estar sujeto a los

supuestos de las distribuciones paramétricas.

En este estudio el horizonte de prediccion fue de cuatro semanas, ya que las series
temporales para el aguacate Papelillo y Hass se trataron con frecuencia semanal. Para esto
se tuvo en cuenta la necesidad de capturar tendencias de mercado inmediatas y el hecho
de asegurar la estabilidad de las condiciones de los precios para contar con predicciones
confiables. Ademas, al pronosticar un periodo mensual, se respeta la dinamica del
mercado en cuanto a productos agricolas perecederos, facilitando la toma de decisiones

en précticas de logistica, comercializacion y planificacion.

Los horizontes superiores al mes incrementaron considerablemente el error del
prondstico debido a la acumulacion de incertidumbres y finalmente, un horizonte mensual
permite el equilibrio entre precision en la prediccion y la utilidad operativa del sector

agricola (Apéndice B).

4. Resultados

4.1 Analisis exploratorio de los datos

En la Figura 5 se observa el precio nacional de las variedades de aguacate papelillo
y Hass y su evolucion a través del tiempo. La media del precio del aguacate papelillo es
de $4 581.9, con una desviacion estandar de $1 988.8, un coeficiente de variacion (CV)
de 43.4% y desviacion de retornos logaritmicos de 4.96%. Por otra parte, la variedad Hass
presenta una media de $3 387.0, $1 137.4 de desviacion estandar, representando un CV

de 33.6% y desviacion de retornos logaritmicos de 4.5%. Al comparar las series, de forma
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grafica y desde las medidas de variabilidad, se observé que el precio del aguacate

papelillo fue mas volatil que el del Hass.

Figura 5

(a) Evolucion del precio del aguacate papelillo. (b) Evolucion del precio del aguacate

Hass.
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En los altimos 12 afios, a los que corresponde el periodo de observacion, el precio

mayorista de ambos productos ha presentado fuertes cambios en su tendencia, que se ve

reflejado en como las medias de las series van aumentando a través del tiempo, con una

tendencia al crecimiento mas marcada en la variedad papelillo que en Hass. A través del

método de segmentacion binaria* (binseg), que detecta puntos o0 momentos en los que una

4 EIl método binseg trabaja de forma secuencial. Primero, encuentra un punto en los datos donde
hay un cambio de propiedades estadisticas y alli segmenta la serie en dos subseries. Luego, repite el proceso
dentro de cada una de las subseries y continda hasta que no encuentre mas cambios significativos (Zdansky,
J., 2006). En el caso especifico del algoritmo ruptures implementado en Python, es posible indicar el

namero de segmentaciones que deben buscarse.
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serie tiene cambios significativos en sus propiedades estadisticas, se identificaron tres
cambios estructurales en cada una de las series. La serie de papelillo presenta un
incremento de 36.49%, en promedio entre los cambios estructurales, que fueron
identificados en los puntos correspondientes a las fechas: 19/09/20, 29/10/22 y
14/10/2023. Por parte del aguacate Hass, los cambios se observaron en 23/04/23,
13/03/21 y 09/09/23, presentando una variacion promedio de la media de 35.73% entre
cambios estructurales. Ademas de la tendencia, se ve una marcada estacionalidad que,
dada la naturaleza del producto, corresponde a los diferentes picos y caidas en la cosecha,

que afectan la oferta y, por ende, el precio del producto en el mercado.

4.2 Deteccion de estacionalidad

Como se observa en la Figura 6, tanto el aguacate papelillo como el Hass
presentan una estacionalidad de 26 semanas, lo que corresponde a, aproximadamente, seis
meses. Como la mayoria de los productos agropecuarios, su precio responde en gran
medida a la oferta que haya disponible en el mercado y qué tanto suple la demanda. En el
caso del aguacate, hay dos temporadas de cosecha: la principal, que se da entre octubre y
diciembre, y la traviesa, que se recolecta en abril. Lo anterior lleva a que, cuando se
comienzan las cosechas, el precio inicie el descenso (aproximadamente en la semana 14
y en la 40-42, que corresponden a los meses de cosecha), mientras que durante la época
que no hay una fuerte salida de produccion el precio vuelve a elevarse, subiendo mas a

medida que se aleja de la época de cosecha y el desabastecimiento se hace mas fuerte.
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Figura 6

(a) Precio promedio por semana del aguacate papelillo 2013-2024. (b) Precio promedio
por semana del aguacate Hass 2013-2024.
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Esta estacionalidad es mas marcada en el caso de la variedad papelillo, ya que esta
variedad no genera produccion en los intervalos de tiempo entre ambas cosechas del afio,
mientras que el Hass reduce notablemente su produccién, pero continGa habiendo salida
de producto para abastecer, al menos, una parte del mercado. Ademas, el papelillo es el
que mas se comercializa y consume en el pais, 1o que contribuye a que los choques de

oferta y demanda sean méas marcados en su caso.

Dado lo anterior, se realizé una exploracion a través de modelos SARIMA, en los

que se encontrd que aquellos modelos con estacionalidad de 26 semanas eran los que, de
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forma mas recurrente, presentaban mejores métricas. Lo anterior se realizo a través de
una grilla de busqueda que entren6 méas de 500 modelos para cada una de las variedades

de aguacate trabajadas.

4.3 Precio del aguacate en Colombia en el contexto del COVID-19.

La pandemia de COVID-19, declarada el 11 de marzo de 2020, tuvo efectos
significativos en la economia, afectando el sector agricola. En Colombia, la cuarentena
nacional, implementada para mitigar la propagacién del virus, impactd seriamente la

cadena productiva.

Segun el informe “Analisis de afectacion de las cadenas productivas
agropecuarias derivada de la emergencia sanitaria por COVID 197, elaborado por la
Direccion de Cadenas Agricolas y Forestales del Ministerio de agricultura (2020), las
restricciones durante la cuarentena generaron incrementos en los costos de produccion

(insumos y fertilizantes), fluctuaciones en los precios y alteraciones en las cosechas.

Si bien el aguacate no tuvo afectaciones severas, se evidencié un aumento en los
costos de produccion, compensados por un ligero incremento en el precio nacional, sin

cambios relevantes en la estacionalidad de las cosechas.

El comportamiento de la serie, como se evidencia en la Figura 7, indica que,
durante la pandemia, la estructura estacional y la tendencia de los precios se conservaron
estables. Sin embargo, a partir de noviembre de 2023 y hasta el afio 2024, se observa un
alza considerable en los precios del aguacate Hass y Papelillo, atribuida no a efectos
postpandemia, sino al impacto del fenomeno El Nifio, que redujo la oferta de ambas
variedades, y aumentd el precio de venta en promedio, para el aguacate Hass en un 19.6%

y para el aguacate papelillo en un 35.1%.
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Figura 7

(a) Impacto del COVID-19 en el precio promedio semanal del aguacate Papelillo (b)
Impacto del COVID-19 en el precio promedio semanal del aguacate Hass
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4.4 Resultados aguacate Papelillo

Los modelos que mostraron un mejor desempefio, al evaluar las métricas de error
durante el entrenamiento fueron: Extra Trees, SARIMA, Ridge, ElasticNet, Decision Tree

y LightGBR. Estos resultados se obtuvieron a partir de datos transformados y se muestran

en la Tabla 3.

En la Tabla 4 se pueden observar los modelos con mejores resultados, esta vez
con métricas de error evaluadas a través de validacion externa con los valores reales de
la serie para las primeras semanas del 2025, teniendo en cuenta un horizonte de prediccion

de cuatro periodos. EI mejor modelo se selecciond basado en el desempefio conjunto en
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términos de RMSE, MAE y MAPE (tanto en entrenamiento como en validacion externa)

y del tamafio del intervalo de prediccion al 95% de confianza.

Tabla 3

Meétricas en entrenamiento para modelos de aguacate papelillo

Modelo Hiperparametros Rezagos

RMSE

MAE

MAPE

'n_estimators': 450,
'max_depth'": 19,
'min_samples_split": 3,
'min_samples_leaf": 1,
'max_features'":
0.5740875608309076,
'bootstrap': True

Extra Trees 26, 52

SARIMA (1,0,0) (2,0,0) [26]
'alpha': 38.51037649951748,
'fit_intercept": False,
'solver': 'saga’,

'tol': 0.0003185732960505859,
'max_iter': 926

Ridge 1,26,52

'alpha’: 1.000005091758481e-06,
'fit_intercept": False,
Elastic Net 'max_iter': 639, 1, 26, 52
'tol': 1.2545674446215401e-05

'max_depth": 3, 'min_samples_split":
4,
'min_samples_leaf': §, 26
'max_features': 'sqrt'

Decision
Tree

'n_estimators': 300,
'num_leaves": 80,
'learning_rate':
0.037115934721279525,
'max_depth'": 4,
'min_child_samples': 27,
'subsample': 0.9624347534298316,
'colsample bytree":
0.8577263560429845,
'max_bin": 35

LightGBR 26

21.55

32,8

33.63

33.63

36.63

38.73

11.647

16.09

17.54

17.5439

20.36

20.7914

249%

321.64%

364%

365%

474%

326%

Tabla 4

Meétricas en validacion externa para modelos de aguacate papelillo

Modelo RMSE MAE MAPE

Tamaiio del intervalo

Decision Tree 1 245.96 1221.45 14.09%

4518.26
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Modelo RMSE MAE MAPE Tamaio del intervalo
LightGBR 1318.18 1262.57 14.60% 4 966.95
SARIMA 1779.97 1397.52 15.92% 42 855.92
ExtraTrees 1877.07 1 528.97 17.18% 4210.22

Ridge 1 631.88 1 586.52 18.55% 6571.242
ElasticNet 1 653.25 1 608.75 18.81% 6170.016

Al revisar las métricas de los modelos de Machine Learning durante el
entrenamiento, se observa que extra Trees presenta un mejor desempefio comparado con
los demas, con un RMSE de 21.55, MAE de 11.647 y un MAPE de 249%, seguido de
Ridge y ElasticNet, que son modelos basados en regresiones lineales penalizadas y, por
ultimo, el modelo Decision Tree, con un RMSE de 36.26, MAE de 20.36 y un MAPE de

474%, considerablemente mas alto que el de los deméas modelos.

Sin embargo, al realizar validacion externa de los modelos (calculando las mismas
métricas para las predicciones con los valores reales del mercado, en escala original), la
situacion es bastante diferente. En esta validacion, el modelo Decision Tree pasa a tener
el mejor desempefio con un RMSE de 1 245.96, un MAE de 1 221.45 y un MAPE de
14.09%, mostrando equilibrio entre precision y estabilidad, al contar con un tamafio de
intervalo relativamente reducido de 4 518.26. Por otra parte, Extra Trees, que se habia
presentado como el mejor modelo, muestra degradacion en la validacion externa, con un
RMSE de 1 877.07 y un MAPE de 17.18%, lo que da indicios de un posible sobreajuste
a los datos; situacion similar ocurrié con los modelos Ridge y ElasticNet, que vieron su
desempefio relativo reducido. En cuanto al modelo LightGBR, resalta que, aunque no se
ubicé entre los tres mejores durante el entrenamiento, sus métricas destacan durante la
validacién externa, subiendo cuatro posiciones en desempefio y superando a todos
aquellos que hacen parte de la familia de los modelos lineales; lo anterior, con un intervalo
de confianza relativamente mas alto que el del Decision Tree, pero que se mantiene de un

tamario de amplitud viable (4 966.95).
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Por parte del modelo SARIMA, aunque inicialmente mostr6 mejores métricas que
Decision Tree, en la validacion presenta métricas de error méas altas, acompafiadas de un
intervalo de confianza que es excesivamente amplio (42 855.92). Este valor, en un
contexto donde los precios rondan una media de 9 079.53 (en su prediccion), resulta
excesivo, llegando incluso a proyectar limites inferiores negativos, lo que evidencia que,
a pesar de su ajuste aceptable en error (MAPE de 15.92%), no ofrece predicciones
confiables para fines puntuales. Lo anterior sugiere que, si bien el modelo SARIMA logra
capturar parte de la tendencia, su capacidad al momento de generar predicciones no
conocidas hacia adelante es limitada, probablemente por su estructura lineal que no

alcanza a modelar la complejidad de los datos que recibid.

Por otra parte, al comparar puntualmente las predicciones (con sus respectivos
intervalos de confianza) con los valores reales, solo la segunda semana hacia adelante
logra mantenerse dentro del intervalo de confianza de la prediccion para el caso de los
modelos Decision Tree, LightGBR y Extra Trees (ver Figura 8), que fueron aquellos que
presentaron las mejores métricas de error en validacion externa. A pesar de lo anterior, el
modelo que mas logra acercarse es el LightGBR, que presenta menores distancias entre
los limites del intervalo y el valor real (para aquellos puntos que no se encuentran dentro

del intervalo.
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Figura 8

(a) Comparacion de las predicciones del modelo Decision Tree para el aguacate
papelillo respecto a los valores reales. (b) Comparacion de las predicciones del modelo
LightGBR para el aguacate papelillo respecto a los valores reales. (¢) Comparacion de
las predicciones del modelo Extra Trees para el aguacate papelillo respecto a los valores
reales.
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Estos resultados resaltan que, al comparar, los modelos basados en arboles logran
capturar las tendencias de una mejor forma frente a modelos tradicionales de series de
tiempo, para este escenario especifico, siendo el modelo LightGBR el que se consolida
como el mejor al presentar un equilibrio entre métricas en entrenamiento, validacién

externa y estabilidad de las predicciones.

4.5 Resultados aguacate Hass

Los modelos con mejor desempefio en cuanto a las métricas de error evaluadas
durante el entrenamiento fueron: Decision Tree, XGBoost, GradientBoosting, ExtraTree,
Random Forest, SARIMA y AdaBoost. Estos resultados se obtuvieron con los datos

transformados y se resumen en la tabla 5.

En la Tabla 6 se presentan los modelos con mejores resultados en la validacion
externa incluido el modelo referente SARIMA, para la prediccion semanal del precio del
aguacate Hass, considerando un horizonte de un mes, correspondientes a las primeras

semanas de 2025. El criterio de seleccion de los modelos se basé en el desempefio
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conjunto en términos de RMSE, MAE y MAPE y del tamafio del intervalo de prediccion

al 95% de confianza.

Tabla 5
Meétricas en entrenamiento para modelos de aguacate Hass

Modelos Hiperparametros Rezagos RMSE MAE MAPE

n_estimators: 700,
max_depth: 3,
learning_rate:

0.010092248633727858,
subsample:
0.5176263790087087,
XGBoost colsample bytree:
0.736998639654112,
reg_alpha:
0.33675294750019896,
reg_lambda:
0.5382157802692751.

26,

0,
59 38.36 25.21 313.00%

ARIMA (1,0,0) (2,0,0) [26]

SARIMA 42.68 24.11 325.38%

n_estimators: 300, max_depth: 3,
learning_rate:
0.01005345460479184,
Gradient subsample: 26,
Boosting 0.8315168873694121, 52
min_samples_split: 9,
min_samples_leaf: 3.

43.39 25.56 311.00%

n_estimators: 100,
learning_rate:

0,
0.010986012314572854 ! 45.05 27.04 317.00%

AdaBoost

n_estimators: 200,
max_depth: 6,
min_samples_split: 6,
Extra min_samples_leaf: 1,
Trees max_ features:
0.7110099367851404,
bootstrap: False

26 45.46 26.99 236.00%

n_estimators: 450, max_depth: 3,
min_samples_split: 2,
min_samples_leaf: 3, 26 47.64 26.89 313.00%
max_features: None,

Random
Forest




33

Modelos Hiperparametros Rezagos RMSE MAE MAPE
max_depth: 3,
Decision min_samples_split: 7,
.= - 26 48.42 27.36 339.00%
Tree min_samples_leaf: 5,

max_features: sqrt

Tabla 6
Meétricas en validacion externa para modelos de aguacate Hass

Modelo RMSE MAE MAPE Tamaiio del intervalo
Decision Tree 94243 829.07 15.50% 2 090.93
Random Forest 895.07 961.21 15.51% 1 634.43
Extra Trees 1276.71 1219.00 21.21% 1 384.68
Gradient Boosting 1 284.69 1232.92 21.63% 5622.98
Ada Boost 1592.01 1 566.33 27.41% 3 434.50
SARIMA 4 464.87 3157.73 58.01% 28 762.54

Los resultados muestran que los modelos de machine learning junto con el modelo
SARIMA, presentan un mejor desempefio durante la fase de entrenamiento. De estos
modelos, XGBoost destacd por su rendimiento en términos de RMSE de 38.36, lo que
sugiere que de todos los modelos es el que obtiene la mas baja desviacion cuadratica en
sus predicciones, con el segundo mejor MAE de 25.21. No obstante, su MAPE de 313%
es mas elevado que otros modelos, sugiriendo variabilidad relativa respecto a los valores
reales. Los modelos como AdaBoost, GradientBoosting, Random Forest y Extra Trees,
generan métricas como RMSE y MAE relativamente mayores a XGBoost, junto con
errores porcentuales también elevados, lo cual indica inestabilidad relativa en las
predicciones, a excepcion de Extra Tress que, por el contrario, obtuvo un MAPE inferior

del 236%.

De acuerdo con los resultados de la Tabla 6, es evidente que los modelos de
machine learning tienen un mejor comportamiento para predicciones futuras. Esto ratifica
que los modelos basados en arboles de decisién pueden ser efectivos para prediccion de

series de tiempo. Sin embargo, al relacionar los mejores modelos obtenidos durante el
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entrenamiento frente a los mejores modelos obtenidos durante la validacion externa, se
evidencia que XGBoost y SARIMA mostraron degradacion en su precision; por tanto, no
se encuentran entre los mejores modelos finales (Apéndice Al). Se demostré que modelos
como Decision Tree, Random Forest, y Extra Trees, optimizaron su desempefio,
obteniendo métricas de error competitivas y tamafios de intervalos de prediccion

aceptables.

Dado lo anterior, se destaca el modelo Decision Tree, como se observa en la
Figura 9, debido a que su intervalo de prediccién es aceptable y abarca la mayoria de los
valores reales. Ademas, sus métricas de error, como MAE y MAPE, son las méas bajas

entre los modelos evaluados.

Por otro lado, Random Forest se posiciona como un modelo equilibrado, con
métricas de error competitivas y una incertidumbre relativamente inferior en sus
predicciones. Esto refleja una mayor estabilidad, ya que la combinacion de mdltiples
arboles de decision contribuye a la reduccion de la varianza, lo que se evidencia en
menores fluctuaciones en las estimaciones. Extra Trees presentd el intervalo de
prediccion mas estrecho. No obstante, sus métricas de error fueron significativamente
mas altas, con incrementos del 42.6% en RMSE, 26.8% en MAE y 36.7% en MAPE

respecto a Random Forest, lo que evidencia una menor precision en las estimaciones.
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Figura 9.

(a) Comparacion de las predicciones del modelo Decision tree para el aguacate Hass
respecto a los valores reales. (b) Comparacion de las predicciones del modelo Random
Forest para el aguacate Hass respecto a los valores reales. (¢) Comparacion de las
predicciones del modelo Exxtra trees para el aguacate Hass respecto a los valores reales.

(a) (b) (c)
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Modelos como Gradient Boosting y AdaBoost, a pesar de ofrecer errores
absolutos y porcentuales moderados, generaron intervalos de prediccion excesivamente
amplios, comprometiendo la utilidad préctica de sus resultados. La magnitud de estas
incertidumbres limita su aplicabilidad para proyecciones confiables en el mercado del

aguacate Hass, lo que dificulta la toma de decisiones fundamentadas.

En cuanto al modelo de referencia SARIMA, este fue competitivo durante el
entrenamiento en términos absolutos (RMSE y MAE); sin embargo, obtuvo el MAPE
mas alto de 325.38%, lo que evidencia limitaciones para capturar la estructura de la serie.
Esta deficiencia se acentlia ain mas al evaluar sus predicciones, pues sus métricas de error
son las mas altas y su intervalo de prediccion, con un valor de $28 762.54 COP, resulta

poco confiable, llegando incluso a generar valores negativos.

Segun los resultados, Decision Tree es el modelo que mejor equilibra tanto las
métricas de error como la precision de sus predicciones y la confiabilidad de sus

intervalos.
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5. ANALISIS Y CONCLUSIONES

En Colombia a marzo de 2025, el indice Precios del Consumidor (IPC) cerr6 en
5.09%, mostrando una tendencia a la baja en comparacion a marzo 2024 y marzo 2023,
donde el IPC de afio corrido fue 13.34% y 7.36% respectivamente (Departamento
Administrativo Nacional de Estadistica — DANE, 2025a). Aunado a esto, para finales de
abril de 2025, la junta directiva del Banco de la RepUblica decidi6 por unanimidad reducir
en 25 puntos basicos la tasa de interés de la politica monetaria, dada la tendencia
decreciente de la inflacion, asi como el crecimiento de la actividad econémica en el pais
y un momento de alta volatilidad e incertidumbre en el mercado internacional (Banco de

la Republica, 2025).

Ahora, habiendo mencionado el crecimiento en la actividad econémica del pais,
el PIB creci6 1,7% en el 2024 respecto a 2023, donde la agricultura destac6 como una de
las actividades econdémicas que mas contribuyeron a la dindmica del valor agregado

(DANE, 2025b).

Por un lado, Colombia ha tenido un crecimiento notable en las exportaciones
aguacate Hass, dado que para 2024 las exportaciones fueron de 138.315 toneladas,
aumentando en 20.8% respecto al 2023 (ANALDEX, 2025), razon por la cual
organizaciones como CorpoHass debaten estrategias para fortalecer la competitividad y

expansion del sector (CorpoHass, s.f.; Portafolio, 2024).

Por otro lado, el aguacate Papelillo hace parte de las variedades de piel verde,
criollos o antillanos, que para 2020 representaban el 66% de la siembra de aguacate en
Colombia, segun los datos de la Unidad de Planificacion Rural Agropecuaria (UPRA) a
2023 representaban el 6.43%, y que actualmente no se exportan de manera representativa

como la variedad Hass (El Colombiano, 2024a). Hay que mencionar, que estas variedades
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se ven afectadas en Colombia, por los fendmenos de El nifio y La nifia, los cuales inciden
al crear “baches” entre cosechas afectando la disponibilidad de la fruta y por ende la

relacion oferta demanda (EI Colombiano, 2024b).

Dado lo anterior, se hace énfasis en las afectaciones climaticas que inciden en los
tiempos de floracién de la traviesa de aguacate como con el fenémeno de El Nifio
(ADAMA Colombia, s.f.) y se hace importante contar con politicas de sostenibilidad y
seguridad alimentaria que vayan de la mano con pronosticos de precios y asi poder tomar

decisiones que permitan mejorar la competitividad de los agricultores.

Los modelos tradicionales de serie de tiempo, como el ARIMA, suponen
relaciones lineales y frecuentemente falla al momento de capturar relaciones no lineales
como ocurre en el precio de los productos agricolas. En los ultimos afios el desarrollo de
los modelos de machine learning, modelos no lineales como el SVM, RF, TCN y XGBoost
otorgan predicciones mas precisas y estables (Zhao et al., 2025). Es importante destacar
que estos modelos tienen riesgo de sobreajuste y son sensibles a las transformaciones que
tenga la serie de tiempo, siendo asi que la fase en la que se ajustan los hiperparametros se
es crucial (Zhang et al., 2024). Lo anterior en concordancia con los resultados de este
articulo, donde se observaron con mejores resultados los modelos Decision Tree,

LightGBR, Random Forest y Extra Trees.

RECOMENDACIONES, TRABAJO FUTURO, ETC

Teniendo en cuenta los resultados obtenidos, se sugiere que futuras
investigaciones contemplen la exploracién de nuevos enfoques avanzados y de mayor
complejidad, tales como el uso de redes neuronales profundas, modelos de ensamble con

implementacién de stacking, y redes LSTM (Long Short-Term Memory).
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Asimismo, se recomienda evaluar la posibilidad de incorporar dentro de los
modelos predictivos variables exdgenas, incluyendo factores climaticos o datos referentes
sobre la oferta y la demanda de las variedades de aguacate. La incorporacion de estas
variables y la implementacion de nuevos modelos podria mejorar la precision de las

predicciones de los precios nacionales del aguacate en Colombia.
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APENDICES
Apéndice A. Modelos descartados
e Aguacate papelillo

Los modelos que se descartaron para aguacate papelillo, que se observan en la
Figura A1, fueron los modelos de regresion regularizada: Lasso, LassoLars, ElasticNet,
Ridge y Bayesian Ridge, que presentaron resultados muy similares entre si, posiblemente
convergiendo a lo mismo dada su naturaleza lineal. Los modelos Ridge y ElasticNet
presentaron meétricas iguales, con un RMSE de 33.63 entrenamiento, mientras que
Bayesian Ridge, Lasso y Lasso LARS, tuvieron una métrica de 40.4. Por parte de la

validacion externa, entre ellos hubo un RMSE que oscilo entre 1 631.88 y 4 419.03.
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A pesar de que ElasticNet y Ridge destacaron entre los modelos mejores
desempefiados durante el entrenamiento, sus metricas se degradaron durante la validacion
externa, sumado a sus intervalos de confianza considerablemente mas altos respecto a los
arboles. lgual situacion se presentd con modelos como XGBoost y GradientBoosting.
Otros modelos se descartaron por su desempefio ampliamente peor que los seleccionados,

tales como OMP, AdaBoost y CatBoost.

Por su parte, el modelo SARIMA, que presentdé un buen desempefio tanto en
entrenamiento como en validacién externa, fue finalmente descartado por su intervalo de
confianza excesivamente mas amplio que todos los demas modelos (alcanzando incluso
valores negativos en su limite inferior), generando predicciones que, si bien presentan

buenas métricas, no poseen una confianza significativa.

Figura Al
Comparacion de métricas de modelos de prediccién de precios del aguacate Hass
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Los modelos descartados para aguacate Hass, que se observan en la Figura A2,
fueron los modelos de regresion regularizada como Lasso, LassoLars, ElasticNet, Ridge
y Bayesian Ridge que mostraron resultados similares entre si y no destacaron frente a los
demas modelos, probablemente debido a su naturaleza lineal y similitud en sus
hiperparametros, con regularizaciones bastante débiles. Obteniendo resultados durante la
validacidn externa de cuatro pasos adelante con un RMSE entre 4 061.69 y 4 151.01, un

MAE entre 2 461.44 y 2 505.61 y un MAPE entre 45.66% y 46.51%.

Los otros modelos descartados como SVR, y OMP tuvieron métricas de error
menores a los métodos de regresion regularizada, en promedio un RMSE de 2251.84,
MAE de 2237.20 y MAPE de 39.37% y el tamafio del intervalo de prediccion fue el mas
pequefio, lo que puede indicar subestimacion de incertidumbre. Por su parte Cat Boost,
aunque generé métricas de error similares a las anteriores su intervalo de prediccion fue

el mayor con un valor de $13 825.65 COP.
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XGBoost y SARIMA, si bien, presentaron resultados 6ptimos durante la fase de
entrenamiento, sus métricas de error disminuyeron obteniendo valores de RMSE de 1
942.06 y 4 464.87, MAE de 1 879.66 y 3157.73 y MAPE de 32.38% y 58.01%
respectivamente. No obstante, su mayor dificultad se encontr6 en los intervalos de

prediccion generados de 5 957.11 para XGBoost y 28 762.54 para SARIMA.

Figura A2
Comparacion de métricas de modelos de prediccidn de precios del aguacate Hass

Meétricas
mm RMSE
mm MAE
mm MAPE

350 4

300 4

250 -

Valor

150 -
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Apéndice B. Horizonte de prediccion

Con los modelos entrenados, se generaron predicciones semanales del precio del
aguacate papelillo y Hass para dos horizontes de prondstico: cuatro y ocho pasos hacia
adelante, correspondientes a las primeras semanas de 2025. La evaluacion de la capacidad
predictiva de los modelos se realizé sobre la serie revertida a su escala original (pesos
colombianos), utilizando métricas de error (RMSE, MAE, MAPE), por lo que se
compararon las métricas en ambos horizontes para determinar cual presentaba mejor
predictibilidad. En la Figura B1 se muestran los resultados de las métricas para los dos

horizontes de prediccion.
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Figura B1

(a) Métricas de error con horizonte de prediccion de cuatro periodos en aguacate
papelillo (b) Métricas de error con horizonte de prediccidn de ocho periodos en aguacate
papelillo (c) Métricas de error con horizonte de prediccion de cuatro periodos en
aguacate Hass (d) Métricas de error con horizonte de prediccion de ocho periodos en
aguacate Hass
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Si bien algunos modelos presentan mejor prediccidén en un horizonte de cuatro
pasos y otros en el de ocho (resultando un 50/50), en la evaluacién de aquellos que se
mostraron como los mejores modelos resalta que cuatro es siempre el mejor horizonte y
sus intervalos de confianza son més conservadores. Teniendo en cuenta lo anterior, se
definié un horizonte de prediccién de cuatro periodos semanales, con el objetivo de no

perder predictibilidad en los modelos.



